


4. Az osztályozás


4.1 Az osztályozás elvei


Az osztályozás (classification, supervised pattern recognition) célja objektumok beosztása előre megadott osztályokba. Az osztályozási szabály, csakúgy, mint a csoportosításoknál, az egyes osztályok objektumainak egymás között rokon tulajdonságain alapszik. Egy-egy objektum a valamilyen, algoritmikusan megfogalmazott osztályozási szabály szerint kerül a neki megfelelő osztályba. Az osztályozási szabály a tulajdonságok terében osztályhatárokat jelöl ki. 


Az osztályozási eljárásokat két nagy csoportba osztják. Megkülönböztetnek


- paraméteres (modellalapú) és


- nem paraméteres


eljárásokat. Első esetben, az u.n. diszkriminancia analízisek esetén az egyes osztályokba tartozó objektumokról felteszik, hogy sokváltozós normális eloszlásfüggvénnyel ( „modellel”) jellemezhető sokdimenziós sokasághoz tartoznak, ami egyenértékű annak feltételezésével, hogy az egyes osztályok elemei, adott valószínűséggel, a sokdimenziós térben hiperellipszoidokkal burkolható térrészben tartózkodnak, míg a nem paraméteres esetekben az osztályok „alakjára” nézve nincs ilyen megkötés. 


Első esetben az osztályozás lényegében azt a valószínűséget mérlegeli, amellyel egy objektum valamelyik eloszlásfüggvénnyel jellemzett osztály kerülne. Ehhez ennek a függvénynek paramétereit ismerni kell. A nem paraméteres esetben az eljárások az egyes objektumokra jellemző tulajdonságértékeket, az objektumok tulajdonségtérbeli helyzetét mérlegelik.


Elvben sem a modell paraméterek (az eloszlásfüggvény konstansai) sem az objektumok jellemző tulajdonságainak kapcsolatai nem ismeretesek eleve. Az osztályozási eljárások ezért ezeket a szükséges előzetes ismereteket más módon ismerik meg. Az osztályozási szabályokat, az osztályhatárokat úgy határozzák meg, hogy bemenő adatokként olyan objektumokat kapnak, amelyekről tudott, mely osztályhoz tartoznak. Ezeknek az objektumoknak halmazát nevezik tanító halmaznak (training set). A tanító halmaz leíró adatai között van egy további adatoszlop, az osztályhoz tartozást jelző kategorikus változó (kód). Azok az objektumok, amelyeket azután osztályozni kell, a kisérleti halmaz (test set) elemei. Ezeknek az elemeknek hovatartozása az osztályozó eljárás kimenő adata lesz.


�
4.2 Jelölések


Legyen 


g =1,2,   ,G	az osztályok indexe


G	az osztályok száma,


ng	a g-edik osztályba tartozó objektumok száma,


�EMBED Equation.3���	az összes objektum száma,


�EMBED Equation.3���	a g-edik osztályba tartozó i-edik objektumot képviselő m-elemű vektor,


�EMBED Equation.3���	a g-edik osztály súlypontja, m-elemű vektor,


�EMBED Equation.3���


a g-edik osztály m x m méretű kovariancia mátrixa, ahol


�EMBED Equation.3���


a k-adik tulajdonság varianciája a g-edik osztályban, és


�EMBED Equation.3���


a k-adik és l-edik tulajdonság kovarianciája a g-edik osztályban.


4.3 Az osztályozás jóságának jellemzői


Amikor az osztályozó algoritmus a tanitó halmaz elemei alapján megalkotta az osztályozási szabályt, ellenörzés következik, aminek során a tanító halmaz elemeit visszahelyettesítik. Az eljárás a kapott szabály szerint osztályozza az objektumokat. Ideális esetben minden elem saját, “valódi” osztályába jut, azaz abba, amelybe tartozónak azt a tanító halmazban megadták. Ha azonban az objektumok osztályai nem olyan jellegűek, mint amelyekre az algoritmus számít, más szóval nem az osztályok jellegének többé-kevésbé megfelelő módszert választották, vagy egyes objektumok rendhagyó helyzetűek a visszahelyettesítés bizonyos objektumokat eltérően sorol be. A besorolás sikerét, az osztályozás jóságát az alábbi mennyiségek jellemezhetik:








4.3.1 Tévedési mátrix


A, a tévedési (misclassification, confusion) mátrix:


�EMBED Equation.3���					(4.1)


G x G méretű mátrix, amelynek átlójában a helyesen besorolt objektumok száma áll, akl elemei pedig a valójában (az előzetes megadás szerint) k osztályba tartozó, de tévesen l osztályba sorolt objektumok számát adják meg. A besorolási helyzet grafikusan is ábrázolható olyan négyzetrácson, amelynek függőleges tengelye a valódi-, vizszintes tengelye a besorolt osztályokhoz tartozik. A rácspontokban az objektumok körök alakjában jelennek meg. (4.1 ábra):


�


4.1 ábra. 150 db. Iris növénypéldány közvetlen és ellenőrzött fajba sorolása. A baloldali ábrán látható, hogy 4 db 2-es fajú növény 3-as, 7 db 3-as fajú 2-es fajba sorolódott.


A tévedési mátrixnak 


�EMBED Equation.3���			g = 1,2,...,G			(4.2)


sorösszegei megadják a tanító halmaz g-edik osztályába tartozó objektumok ngvalodi számát, a 


�EMBED Equation.3���				g = 1,2,...,G			(4.3)


oszlopösszegek pedig a g-edik osztályba besorolt (assigned) objektumok ngass számát. Ideális besorolás esetén (mint erről szó volt(az átlós elemek ngtrue értékűek, az átlónkívüliek zérusok.


Az átlónkívüli elemek 


�EMBED Equation.3���							(4.4)


összege a félreosztályozott objektumok száma, az


�EMBED Equation.3���								(4.5)


a hibahányad (error rate).


A tanító halmaz legnagyobb létszámú osztályának objektumszámát nmax-szal jelölve, definiálható egy “modell független hibahányad”, (no-model error rate):


�EMBED Equation.3���					(4.6).


Ez a hibahányad akkor jelentkezne, ha minden objektum osztályozás után a legnagyobb létszámú osztályba kerülne. A modell-független hibahányaddal az osztályozó módszerek hasonlíthatók össze. Legkevesebb, hogy az osztályozó módszer ennél a hányadnál jobban osztályozzon.


4.3.2 Veszteség és kockázat


Adott esetekben nem mindegy, hogy milyen félreosztályozások történnek, mert egyesek súlyosabb, mások jelentéktelenebb következményekkel járhatnak. A téves besorolásokhoz ezért veszteségek (loss) is rendelhetők, amelyek L veszteségmátrixba rendezhetők:


�EMBED Equation.3���							(4.7)


Az l kl elem az k osztályba tartozó objektum tévesen l osztályba sorolásával járó veszteség. L átlós elemei 0-k. Ha minden félreosztályozás azonos veszteséggel jár, azaz nem kivánnak speciális veszteséggel számolni, akkor L átlónkívüli elemei 1-esek. A veszteségekből, minden osztályozáshoz kockázat (risk) számítható, ami a félreosztályozások veszteségeikkel súlyozott összege, figyelembevéve még az osztályok valószínűségét és létszámát:


�EMBED Equation.3���						(4.8)


A képletben fellépő pg érték az objektumok g-edik osztályba kerülésének “a priori” megadott valószínűsége, amelyről egyébként a 4.4 pontban lesz szó. Ha ez a valószínűség arányos az osztály tanítóhalmazbeli létszámával (pg = ng/n), és minden lkl = 1, akkor a kockázat egyezik a hibahányaddal, egyébként nem. 


4.3.3 Keresztellenőrzött kockázat


Amikor a besorolást jellemző mennyiségeket olymódon számítják ki, hogy a tanító halmaz elemeivel ellenőriznek, azaz azokkal, amelyekből az osztályozási szabály született az osztályozás jóságát jellemző adatokat kapnak. Nem szavatolt azonban, hogy új elemek esetén az eljárás hasonlóan megbízható lesz. Ha az osztályozás jövőbeli (prediktív) jóságát kivánják jellemezni, a besorolást jellemző mennyiségeket keresztellenőrzéssel (cross validation) határozzák meg.


A leggyakrabban végzett keresztellenőrzés (leave one out, LOO, cross validation) során első lépésben a tanító halmazból kihagynak 1 darab elemet, a maradék n - 1 elemmel meghatározzák az osztályozási szabályt, majd besorolják a kihagyott elemet. Ezután a kihagyott elemet visszahelyezik, más elemet hagynak ki, sorolnak be és ezt az eljárást n-szer megismétlik. Az n ilymódon végzett besorolás eredményéből számítható ki a keresztellenőrzött hibahányad, kockázat stb. Az egyelemes keresztellenőrzés alkalmasint nagyon hosszadalmas lehet. El lehet járni olymódon is, hogy a „tanítást” csak m-szer ismétlik, a tanító halmazból egyszerre n/m darab elemet hagynak ki, n - n/m elemmel “kalibrálnak”, majd besorolják a kihagyott n/m darab elemet. Ezek után n/m darab más elem kihagyásával ismétlődik az eljárás. A keresztellenőrzött hibahányadok, tévedési mátrixok, veszteségek pesszimisztikusabb, de valósabb képet, jóslást adnak az osztályozó eljárás teljesítő képességéről.


4.4 Modellalapu osztályozás, diszkriminancia elemzés.


Az osztályozási modell


Modellalapú osztályozó módszereknél az objektumokról feltételezik, hogy együttes, normális eloszlású sokaságok tagjai. Ebből következően osztályozásnál modellen egy sokváltozós normális eloszlás eloszlás-, ill sürüségfüggvényét értik, amit valamely g-edik osztály esetén g osztály-sűrűségfüggvénynek neveznek. Az együttes eloszlás várható értékének, a tulajdonságok varianciáinak és kovarianciáinak becslései az osztály paraméterei: az mg osztálysúlypont és a Cg kovariancia mátrix. Ezeket kell az algoritmusnak a tanító halmaz elemei alapján megbecsülnie.


Mint ismeretes, egyetlen, ( várható értékű és ( szórású valószínűségi változó esetén a normális eloszlás sűrűségfüggvénye:


�EMBED Equation.3���					(4.8)


Két együttesen eloszló, statisztikusan független változó esetén a sűrűségfüggvény:


�EMBED Equation.3���		(4.9)


Ha a változók nem függetlenek, hanem ( korrelációs együtthatóval jellemzetten korreláltak, a sűrűségfüggvény:


�EMBED Equation.3���										(4.10)


Definiáljuk a tulajdonságok szórásai tartalmazó S és a korrelációs együthatót tartalmazó R mátrixot:


�EMBED Equation.3���


�EMBED Equation.3���


R determinánsa:


det R = 1 ( (2								(4.11)


Ismeretes, hogy a kovariancia mátrix:


C = SRS,								(4.12)


amelynek inverze:


�EMBED Equation.3���			(4.13)


Jelöljük az egyes valószínűségi változók centrált értékeit tartalmazó vektort x-szel. Az xTC-1x kvadratikus alak:


�EMBED Equation.3���


									(4.14)


Összevetve (4.11) és (4.14) kifejezéseket (4.10) függvénnyel, látható, hogy az együttes sűrűségfüggvény tömören így írható:


�EMBED Equation.3���				(4.15)


ami n-változós eloszlásokra is általánosítható:


�EMBED Equation.3���			(4.16)


Ennek az összefüggésnek becsült paraméterű változatai az osztályozás modelljei, amelyek normális eloszlású tulajdonságok esetén igaz modellek is.


Jegyezzük meg, hogy a xTC-1x = k összefüggés (lévén C pozitiv definit mátrix( egy n-méretű hiperellipszoid egyenlete.


A besorolás kritériuma


Az osztályozás során x objektum valamelyik g’ osztályba kerül. Az az osztály lesz a kiválasztott, amelynél, az x objektum g’ osztályba kerülésének valószínűsége, a �EMBED Equation.3��� feltételes valószínűség maximális. A kritérium megfogalmazásánál a Bayes elvet követve, számításba veszik az osztályokra jellemző, az azokba kerülés Pg valószínűséget, amelyet egy a priori megadnak.


A valószínűség tehát, amelyet adott x esetén g felett maximálni kell:


�EMBED Equation.3��� 		(4.17)


vagy annak logaritmusa:


�EMBED Equation.3���			(4.18)


a maximálás szempontjából közönbös állandók elhanyagolása után.


A diszkriminancia elemzésnek az osztályok jellegétől függően, különböző változatai vannak, amelyekhez más és más célfüggvények tartoznak.


Legközelebbi súlypont (NMC) modell


Ha minden osztály kovariancia mátrixa megegyezik (g-től független) és minden tulajdonság korrelálatlan és egyező szórású, (ami azt jelenti, hogy az osztályok objektumainak pontfelhői az m dimenziós térben adott valószínűséggel egyenlő sugarú hipergömbökben kereshetők), akkor a legközelebbi súlypont osztályozás (nearest mean classifier, NMC) alkalmazható. Lévén a kovariancia mátrix és annak determinánsa


C = s 2E és


det C = G s2,


a (4,17) ill. (4,18) kritériumok az alábbi alakot öltik


�EMBED Equation.3���			(4.19


illetve


�EMBED Equation.3���					(4.20)


Látható, hogy (eltekintve a becsült Pg valószínűségektől) x hovatartozását kizárólag az m  súlypontokhoz való euklideszi távolsága dönti el. Az osztályokat két dimenzióban egyenesek, háromban síkok, m-dimenzióben hipersíkok választják el. Megegyezőnek megadatt Pg valószínűségek esetén ezek a síkok az osztályok súlypontjait összekötő egyenest felezőpontjában metszik és az egyenesre merőlegesek.


Lineáris diszkriminancia elemzés (LDA)


Ha a tulajdonságok korrelálatlanok és azonos szórásúak, de a szórások osztályonként eltérőek (a pontfelhők gömbfelülettel burkolhatók, de a hipergömbök eltérő méretűek), a lineáris diszkriminancia elemzés (linear discriminant analysis, LDA) osztályoz jól. Mivel ebben az esetben


 �EMBED Equation.3���,


a maximalizálandó célfüggvény:


�EMBED Equation.3��� 			(4.21)


A besorolásnál x és az mg súlypontok közötti távolságok már súlyozva vannak, minél nagyobb a g osztályban a tulajdonságok szórása, annál kisebb súlyú a x – mg távolság. Az osztályokat itt is hipersikok választják el, amelyek azonban más helyzetűek, mint amilyenek az NMC elemzésnél voltak. 


Kvadratikus diszkriminancia elemzés (QDA)


Ha a g-edik osztályba tartozó objektumok tulajdonságai korreláltak, a pontfelhők eltérő méretű és helyzetű m-dimenziós ellipszoidok. Ebben az esetben a kvadratikus diszkriminancia elemzés (quadratic discriminant analysis, QDA) helyénvaló. Az osztályozás kritériumai a (4.17) és (4.18) általánosan érvényes célfüggvények, amik ebben az alakban legegyszerűbbek.


Az osztályokat a QDA esetében a sikban parabolák, a térben paraboloidok választják el.








A hangolt (regularized) diszkriminancia analízis


Az objektumokra gyakran nem érvényesek a határeseteket képviselő felsorolt modellek. Nem bizonyos, hogy melyik módszer osztályozna legjobban. Létezik a diszkriminációs módszereknek egy “hangolható” változata, az RDA módszer, (regularized discriminant analysis), amelyben egy ( és ( paraméterrel olyan (módosított, „hamis”) Cg kovariancia mátrixok állíthatók be, amelyekkel a  az NMC és QDA módszer között bármely osztályozás elvégezhető, a leginkább alkalmas modell kiválasztható. 


Jelölje �EMBED Equation.3��� a g-edik osztály azon kovariancia mátrixát, amely ë és ă.paraméterekkel optimálisan van beállítva. A paraméterek 0 és 1 között vehetnek fel értékeket. Jelölje továbbá C az osztályoktól független közös mátrixot, amelyet valamennyi elemből számítottak ki. A mátrixok mérete természetesen m x m, ahol m pedig a tulajdonságok száma. 


A kovariancia mátrixot a


�EMBED Equation.3���		(4.22)


összefüggés állítja elő.


Látható, hogy ha ( = 0 és ( = 0, tehát:


�EMBED Equation.3���


a módszer a QDA,


ha ( = 0 és ( = 1, tehát


�EMBED Equation.3���


a módszer az LDA, végül ha ( = 1 és ( = 1, azaz


�EMBED Equation.3���


a módszer az NMC eredményeket adja. A tr(C) mennyiség a C mátrix átlós elemeinek összege, m-mel osztva a tulajdonságok varianciáinak átlaga adódik, az NMC kovariancia mátrix tehát minden átlós elemében ugyanazt az átlagvarianciát tartalmazza.


Megjegyezhető, hogy a ( = 1 és ( = 0 helyettesítéssel előállítható a 


�EMBED Equation.3���


mátrix is, amely a súlyozott NMC (Weighted NMC, WNMC) osztályozást végzi.


Diszkriminancia analízisek bemenő adatai és eredményei


Minden osztályozás legfontosabb bemenő adathalmaza a szóbanforgó objektumok tanító halmazát (training set) leíró adatmátrix, amelyben az objektumok további tulajdonságát jelenti az osztályba tartozást megadó kategorikus adat oszlopa. Amennyiben veszteséget is számolni kell, szükség van a félreosztályozásokhoz rendelt veszteségek mátrixára. Miután a Bayes alapú osztályozás igényli az osztályba kerülés a priori valószínűségét, ez is megadandó, esetleg úgy, hogy azt a tanító halmaz osztályainak elemszámával arányosnak, vagy minden osztályra egyezőnek deklaráljuk. Ha hangolt (regularized) diszkriminancia analízist végzünk, megadható a ă és ë érték, vagy az optimális (legkisebb keresztellenőrzött kockázatot adó) üzemmód megkeresését az algoritmusra lehet bízni.


4.5 Nem paraméteres osztályozások


A diszkriminancia analízis modelljei tükrözik a tényt. hogy az osztályok elemeihez tartozó pontok a térben többé-kevésbé egy-egy középpont körül sűrüsödő felhőben csoportosulnak. Ha ezek a csoportok egymástól jól elkülönülnek, a modellalapú osztályozások beválnak. Egymásba hatoló, szabálytalan alakú csoportok esetén más gondolatmeneteken alapuló módszereket elhet alkalmazni.  


KNN módszer


A nem paraméteres KNN módszer nem igényel semmilyen modell elképzelést az osztályokról. Egy-egy be nem sorolt objektum “számbaveszi” előre megadott K számú szomszédját és abba az osztályba kerül, amelynek tagjai többségben vannak a K szomszéd között. 


�EMBED MSDraw���


			4 - NN módszer, ? az x osztályba kerül.


Hogy egy-egy objektum melyik osztály tagja, ismert, mert ezek a tanító halmaz elemei, így hovatartozásukat egy kategorikus változó megadja. Az n x m ( n darab m tulajdonságú objektumot tartalmazó) adatmátrixból az algoritmus elkészíti az n x n méretű objektum-objektum távolságokat tartalmazó távolságmátrixot, majd K ismeretében az n x K méretű legközelebbi szomszéd táblázatot. Ennek a táblázatnak i-edik sora tartalmazza az i-edik objektum K legközelebbi szomszédját. Az eljárás végén megadható az objektum osztályba sorolása, és a legközelebbi szomszédoktól való távolsága is.


�
Osztályozási döntési fával. A CART módszer.


(Classification and Regression Trees). 


Az osztályozás elve


Az osztályozás ezen módja emlékeztet leginkább a klasszikus, arisztetelészi gondolatmenetre, miszerint osztályozni úgy kell, hogy meg kell találni az objektumok közös tulajdonságainak azokat az eltéréseit, amelyek alapján az objektumok már új osztályokba sorolhatók be. Metrikus tulajdonságok esetén ez a mért tulajdonságok skáláján kritikus érték megállapítását jelenti, amelynél kisebb tulajdonságú objektumok egyik, nagyobb tulajdonságúak másik osztályba kerülnek.


Egy adott objektum tehát úgy kerül valamely osztályba, hogy végigfutunk egy döntési fán, amelynek csomópontjaban igen-nem (bináris, dichotómikus) itélet születik egy tulajdonság értékéről, ami után az osztályozás a fa egyik vagy másik ágán folytatódik, egészen addig, amíg az objektum végleges osztályába kerül.


Példa: (MINIIRIS.MTW)


Iris setosa, virginica és versicolor növények fajokba sorolására használjuk fel alsó virágleveleik (sepals) hosszúságát és szélességét (sepal_l és sepal_w). (A példa az áttekinthetóség kedvéért ennyire egyszerűsített). Az (adott feltételekkel (l. alább) meghatározott) döntési fát az 1. ábra mutatja be.


�


1. ábra. Osztályozó fa Iris fajokra


A növényeket adott esetben egyedül a sepalum hossza alapján osztályozni lehet. Ha az 3.8 egységnél rövidebb setosa, ha 5 egységnél hosszabb, versicolor fajról van szó, egyébként virginicarol.


Belátható, hogy a döntési értékek esetünkben a tulajdonságsíkot egyenesekkel szabdalják szét (2. ábra).


�


n-dimenziós tulajdonságtér esetén a teret természetesen hipersíkok darabolják fel.


Az osztályozó fa felépítése


A CART eljárásnál (mint minden osztályozásnál( az osztályozó algoritmus kritikus értékeit tanuló (training) halmaz alapján alkotja meg. Szükség van objektumokra, amelyeknek ismertek a tulajdonságai, és mindegyikről meg van adva, mely osztályba tartozik. Az eljárás meghatározza azokat a tulajdonsághatárokat, amelyek alapján legjobban visszakapható az eredeti osztálybasorolás. 


A program bemenő adatként kéri a figyelembe veendő tulajdonságoknak, az objektumok osztályhoz tartozásának megnevezését, az osztályozás jóságának megítéléséhez szükséges adatokat (a priori valószínűségek (elemszámmal arányos, egyenlő vagy adott) a veszteségmátrix kiválasztását(egységnyi vagy megadott), az optimális (legkisebb keresztellenőrzött kockázatot biztosító) modell választásának módját (keresztellenőrzés) valamint a hasítás (splitting) kritériumát (minimális Gini index az elágazásnál , vagy a következő két elágazásnál számított Gini indexek különbségének maximuma).


A Gini index –hasonlóan a Shannon entrópiához- diverzitást mérő mennyiség: Legyen egy halmazban több osztály. Az objektumok i-edik osztályba kerülésének a priori valószínűségét jelölje p(i). Ezen  valószínűségek páronkénti szorzatainak összege adja a Gini indexet:


�EMBED Equation.3���


Ha az osztályba kerülés valószínűsége arányos a tanító halmaz osztálylétszámával, a Gini index:


�EMBED Equation.3���


Minél nagyobb a diverzitás, azaz minél eltérőbb létszámú osztályok adják a rendszert, annál kisebb a Gini index értéke


A program kimenő adatai megadjáka döntési fát, az osztályozás eredményét, az osztályozás jóságát jellemző szokásos adatokat, mind numerikusan, mind grafikusan.
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